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Tóm tắt: Việt Nam là quốc gia có địa hình đồi núi dốc và nằm trong vùng mưa nhiệt đới 

gió mùa, vì vậy hiện tượng sạt lở đất diễn ra khá phổ biến. Nghiên cứu này tập trung vào 

việc dự đoán khả năng sạt lở đất ở Việt Nam bằng các thuật toán hồi quy, Random Forest 

(RF), Extreme Gradient Boosting (XGBoost), K-Nearest Neighbor regression (KNN), 

Linear Support Vector Regressor (SVR), và Linear Regression (LR). Các biến đặc trưng có 

liên quan đến sạt lở đất được sử dụng, bao gồm độ ẩm đất, địa chấn động đất, lượng mưa, 

độ cao và độ dốc. Các thuật toán được huấn luyện trên tập dữ liệu mẫu để đánh giá hiệu suất 

của chúng. Kết quả nghiên cứu cho thấy thuật toán Random Forest (RF) có thể dự đoán tốt 

khả năng sạt lở đất. Kết quả dự đoán từ tập huấn luyện và tập kiểm tra, với hệ số xác định 

R2 có giá trị cao nhất 0,85, thể hiện khả năng giải thích biến động dữ liệu tốt. Bên cạnh đó 

các giá trị (MSE) và (RMSE) thấp nhất lần lượt là 150,21 và 12,25. Các thuật toán khác 

cũng cho kết quả tương đối tốt, nhưng (RF) vượt trội hơn. Điều đó cho thấy cần kết hợp 

năm thuật toán này lại với nhau để xử lý một lượng lớn các dữ liệu có độ phức tạp cao, 

nhằm tạo ra một mô hình dự đoán sạt lở đất ở Việt Nam bằng các thuật toán Học máy có 

tính ổn định, chính xác. 

Từ khóa: Sạt lở đất; Học máy; Hồi quy; Rừng ngẫu nhiên; K- láng giềng. 

 

1. Giới thiệu 

Thảm họa sạt lở đất là một hiện tượng địa chất tiêu cực phổ biến và gây hủy hoại cao. 

Sạt lở đất xuất hiện do sự tương tác của nhiều yếu tố tự nhiên như địa chất, khí tượng, thủy 

văn, động đất, núi lửa,... và các yếu tố hoạt động của con người. Tại Việt Nam, hiện tượng 

sạt lở đất tại Đồng bằng sông Cửu Long (ĐBSCL) đã trở nên ngày càng nghiêm trọng, với 

số điểm sạt lở tăng từ dưới 100 điểm lên trên 600 điểm hiện nay. Hậu quả của sạt lở đất không 

chỉ gây thiệt hại về tài sản, tính mạng người dân, mà còn ảnh hưởng đến kinh tế xã hội, làm 

phá vỡ sự cân bằng tự nhiên của môi trường. Vì vậy, việc dự báo và đưa ra các biện pháp đề 

phòng sạt lở đất là một nhiệm vụ cấp bách hiện nay. 

Phòng ngừa và kiểm soát các vụ sạt lở đất là một trong những vấn đề quan trọng của 

công tác phòng chống thiên tai và giảm nhẹ thiệt hại. Hiện nay, đã có nhiều phương pháp 

nghiên cứu với các bộ tiêu chí đánh giá khác nhau [1–3]. Hệ thống thông tin địa lý (GIS) với 

khả năng xử lý dữ liệu mạnh, đã được áp dụng rộng rãi vào việc xây dựng bản đồ cảnh báo 

sạt lở [4]. Bên cạnh đó các mô hình dự đoán độ nhạy của sạt lở đất như phân tích định tính, 

định lượng và trí tuệ nhân tạo [5–6] cũng được sử dụng. Phân tích định tính phụ thuộc nhiều 

vào kiến thức và tính chủ quan của các nhà nghiên cứu, dẫn đến sự khác biệt lớn về hiệu quả 

[7], chẳng hạn như phương pháp phân tích quy trình phân cấp (AHP) và phương pháp trọng 

số Entropy [8]. Các mô hình thống kê và mô hình kết hợp cũng được áp dụng rộng rãi, bao 
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gồm mô hình tỷ lệ tần số, mô hình giá trị thông tin và mô hình trọng số bằng chứng [9–11]. 

Tuy nhiên, các mô hình này chưa đạt được kết quả như mong đợi. 

Trong những năm gần đây, các thuật toán Học máy đã được áp dụng để phân tích, trích 

xuất các đặc trưng quan trọng, hỗ trợ trong quyết định và dự đoán. Học máy đã chứng minh 

tính hữu ích của mình trong việc giải quyết các nhiệm vụ khó khăn trong nhiều lĩnh vực khác 

nhau. Trong lĩnh vực phòng chống sạt lở đất, Học máy đã được áp dụng để đưa ra các dự 

đoán tương đối chính xác với điều kiện phải có dữ liệu tốt. Theo các nghiên cứu gần đây [12–

13], các dữ liệu trong lĩnh vực sạt lở đất ngày càng nhiều, nhờ vào sự phát triển của Internet 

of Things (IoT). Đây là nguồn dữ liệu quý để Học máy có thể phân tích, xử lý và đưa ra các 

dự đoán chính xác trong lĩnh vực sạt lở đất. 

Trên thế giới đã có nhiều công trình nghiên cứu để xác định các yếu tố liên quan đến sạt 

lở đất. Tác giả [14] đã nghiên cứu tiềm năng của dữ liệu độ ẩm trong đất để phát hiện sạt lở 

khu vực. Kết quả nghiên cứu cho thấy rằng dữ liệu độ ẩm trong đất cung cấp thông tin đáng 

kể để phát hiện sạt lở sớm. Tác giả [15] đã xác định ảnh hưởng của sự đô thị hóa đến nguy 

cơ sạt lở do mưa và nhấn mạnh tầm quan trọng của việc xem xét quá trình đô thị hóa trong 

việc đánh giá nguy cơ sạt lở. Tác giả [16] đã thiết lập mối quan hệ giữa sạt lở, mưa và độ ẩm 

đất trước đó. Nghiên cứu cũng phát hiện rằng, ngay cả mưa không mạnh cũng có thể gây ra 

sạt lở khi độ ẩm đất cao. Tác giả [17] đã nhận thấy sự tăng cường hoạt động sạt lở sau các 

trận động đất nhỏ, dựa trên các hoạt động được ghi nhận đồng thời cùng khoảng thời gian 

của các năm trước. Tác giả [18] đã đề xuất rằng mưa, động đất và sử dụng đất là những yếu 

tố bên ngoài gây ra sự khởi đầu thực sự của sạt lở, trong khi địa chất, quá trình thời tiết, đất 

và địa hình đóng vai trò quan trọng trong việc tạo ra sự không ổn định của độ dốc. Tác giả 

[19] đã nhận thấy rằng kích thước của sạt lở đất tăng lên khi góc độ dốc tăng. Sạt lở chủ yếu 

xảy ra dọc theo các đường và trên các lỗi địa chất. Trước đây, đã có nhiều nghiên cứu được 

thực hiện để xác định khả năng sạt lở sử dụng các kỹ thuật Học máy. Tác giả [20] nhấn mạnh 

tầm quan trọng của việc sử dụng dữ liệu địa chất đa dạng và phức tạp để thu được các thông 

tin quan trọng và hữu ích liên quan đến nguy cơ địa chất thông qua các phương pháp Học 

máy. Tác giả [21] đã thảo luận về hiệu suất của một số phương pháp dựa trên dữ liệu, và kết 

quả cho thấy Random forest (RF) là phương pháp có hiệu suất dự đoán tốt nhất. Tác giả [22] 

đã nghiên cứu về khả năng sạt lở bằng cách sử dụng các mô hình Học máy khác nhau để tạo 

ra các bản đồ dự đoán khả năng sạt lở,  nhằm hỗ trợ ra các quyết định cũng như chính sách. 

Tác giả [23] đã kết hợp việc sử dụng hình ảnh vệ tinh chất lượng cao để phân tích hình ảnh 

dựa trên đối tượng nhằm tạo ra các đặc trưng cho mô hình tập hợp Random forest (RF). Tuy 

nhiên, mức độ chính xác chỉ đạt khoảng 80%, vẫn còn khả năng cải thiện. Tác giả [24] đã sử 

dụng hình ảnh tương tự và mô hình mạng nơ-ron tích chập với pyramid pooling (FCN-PP) 

để trích xuất đặc trưng và xác định vị trí sạt lở trong hình ảnh sau thiên tai. Mặc dù phương 

pháp này có độ chính xác đáng tin cậy lên đến 95%, nhưng không thể áp dụng trực tiếp trong 

hệ thống cảnh báo sớm để ngăn chặn thảm họa quy mô lớn vì nó chỉ tập trung vào việc phát 

hiện vùng sạt lở sau khi sự cố đã xảy ra. Tác giả [28] đã sử dụng dữ liệu mưa kết hợp với 

mức nước ngầm và biến động của nó để xây dựng mô hình dự đoán sạt lở đất, kết quả RMSE 

là 0,144, cho thấy rằng dữ liệu mưa có mối liên hệ cao với sạt lở và có thể được sử dụng như 

một yếu tố dự đoán có khả năng dự báo tốt. 

Ở Việt Nam qua khảo sát, cho thấy các nghiên cứu về sạt lở đất chủ yếu diễn ra ở các 

tỉnh miền núi phía Bắc và các tỉnh miền Trung - Tây Nguyên. Về phương pháp nghiên cứu, 

phân tích thống kê được áp dụng rộng rãi để đánh giá nguy cơ sạt lở đất tại Việt Nam. Bên 

cạnh đó phương pháp phát hiện cũng được sử dụng trong các nghiên cứu, tuy nhiên phương 

pháp này không được phổ biến. Hiện nay học sâu (DL-Deep Learning) là một kỹ thuật bậc 

cao của lĩnh vực Trí tuệ nhân tạo, cũng đang được áp dụng trong nghiên cứu về sạt lở đất ở 

Việt Nam, tuy nhiên việc thu thập cơ sở dữ liệu về sạt lở còn thiếu, chưa đồng bộ dẫn đến 

thiếu thông tin về vị trí và thời điểm xảy ra sạt lở đất. Phần lớn các nghiên cứu hiện nay đang 

tập trung vào việc cải tiến mô hình tính để tăng độ chính xác, trong khi yếu tố đầu vào lại 



Tạp chí Khí tượng Thủy văn 2023, 751, 78-90; doi:10.36335/VNJHM.2023(751).78-90 80 

 

chưa được đánh giá đúng mức. Các nghiên cứu thường so sánh các mô hình cho cùng một 

khu vực nghiên cứu để tìm ra mô hình phù hợp nhất. Ở đồng bằng sông Cửu Long các nghiên 

cứu về sạt lở đất sử dụng kỹ thuật Học máy chưa nhiều, chưa phổ biến, chưa mang lại hiệu 

quả.  

Mặc dù đã có nhiều nỗ lực để phát triển hệ thống phát hiện sạt lở thông qua việc áp dụng 

các kỹ thuật Học máy, tuy nhiên vấn đề này vẫn gặp nhiều thách thức [25]. Một trong những 

rào cản chính là sự mất cân đối giữa các lớp dữ liệu. Do đó, khía cạnh này cần được giải 

quyết để tăng hiệu suất của mô hình. Ngoài ra nhiễu dữ liệu cũng là một thách thức đáng chú 

ý. Do dữ liệu quan sát từ nhiều nguồn cảm biến trên vệ tinh vì vậy thường chứa nhiều nguồn 

nhiễu và giá trị ngoại lệ. Điều này làm khó khăn cho các mô hình Học máy vì chúng có sự 

phụ thuộc mạnh vào dữ liệu đầu vào. 

Mục tiêu chính của bài báo là đề xuất mô hình nhận dạng khả năng xảy ra sạt lở đất ở 

Việt Nam, bằng cách áp dụng năm thuật toán Học máy, bao gồm Random Forest, Extreme 

Gradient Boosting (XGBoost), K-Nearest Neighbor regression (KNN), Linear Support 

Vector Regressor (SVR) và Linear regression. Việc chọn các thuật toán này nhằm mục đích 

phủ sóng các phương pháp từ cây quyết định, đến phương pháp tuyến tính. Điều này giúp 

khám phá các mặt khác nhau của dữ liệu và tối ưu hóa khả năng dự đoán. Để đo lường hiệu 

suất của các thuật toán, bài báo sử dụng các chỉ số như sai số bình phương trung bình (MSE), 

sai số trung bình tuyệt đối (MAE) và sai số bình phương trung bình căn (RMSE). Phương 

pháp được xác thực bằng việc áp dụng bộ dữ liệu mẫu để nghiên cứu thử nghiệm khả năng 

dự báo chính xác của mô hình. 

2. Phương pháp nghiên cứu và xử lý dữ liệu 

2.1. Phương pháp nghiên cứu 

Đồng bằng sông Cửu Long (ĐBSCL), còn được gọi là Đồng bằng sông Mekong, là một 

khu vực nằm ở hạ lưu sông Mekong trải dài qua lãnh thổ Việt Nam. Với diện tích khoảng 

40.816,3 km2, chiếm khoảng 12,3% diện tích của cả nước. Mỗi năm, dòng chảy sông Mekong 

mang đến cho vùng ĐBSCL một lượng nước lớn, các hạt phù sa mịn và cát sỏi. Ước tính có 

khoảng 160 triệu tấn phù sa mịn và 30 triệu tấn cát sỏi. Vùng ĐBSCL có tầm quan trọng đặc 

biệt trong khu vực và trên toàn cầu, với hệ sinh thái độc đáo và đa dạng sinh học. Ngoài ra, 

vùng ĐBSCL cũng đóng vai trò quan trọng trong sản xuất nông nghiệp và nuôi trồng thủy 

sản, đóng góp vào nền kinh tế của Việt Nam. Tuy nhiên, hiện nay đồng bằng sông Cửu Long 

(ĐBSCL) đang đối mặt với tình trạng sạt lở đất nghiêm trọng. Các điểm sạt lở được thể hiện 

trong Hình 1. Có rất nhiều nguyên nhân gây ra sạt lở, trong đó có các nguyên nhân chính như 

sự thay đổi dòng chảy của sông, khai thác cát trái phép và các tác động từ biến đổi khí hậu. 

 

 

 

 

 

 

 

 

 

 

Hình 1. Khu vực nghiên cứu. 
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Nghiên cứu đề xuất mô hình cùng với năm thuật toán Học máy để dự đoán khả năng xảy 

ra sạt lở đất và có thể áp dụng ở Việt Nam. Sơ đồ hoạt động của mô hình được mô tả trong 

Hình 2. 

 

Hình 2. Mô hình đề xuất dự đoán khả năng sạt lở đất bằng các thuật toán Học máy. 

Dữ liệu mẫu được sử dụng để huấn luyện cho mô hình bao gồm độ cao và độ dốc (tính 

theo đơn vị feet), lượng mưa (theo mm/giờ), độ ẩm của đất (theo %), địa chấn động đất (theo 

joule). Hiện ở Việt Nam dữ liệu này chưa phổ biến rộng rãi, vì vậy bài báo lấy dữ liệu mẫu 

từ nguồn truy cập mở của Google Earth Pro, GPS Visualizer, Trung tâm Dữ liệu và Dịch vụ 

Khoa học Trái đất Goddard Earth Sciences, Dữ liệu Độ ẩm Đất Toàn cầu NASA-USDA, 

Chương trình Mối nguy hiểm động đất USGS, Dự báo Lở đất Toàn cầu, dữ liệu thu thập từ 

tháng 1 đến tháng 12 năm 2020 để thử nghiệm mô hình. 

2.2. Xử lý dữ liệu  

2.2.1. Các biến đặc trưng dùng để huấn luyện mô hình 

Các biến đặc trưng được lấy từ tập dữ liệu mẫu để dùng huấn luyện. Các biến này bao 

gồm độ ẩm đất, địa chấn động đất, lượng mưa, độ cao và độ dốc, ngoài ra nghiên cứu đã mở 

rộng thêm dữ liệu mẫu lưu lượng nước, chế độ phù sa bùn cát, địa chất, chế độ thủy lực, địa 

hình-hình thái sông, giao thông thủy, xây dựng cơ sở hạ tầng, khai thác cát để thử nghiệm 

mô hình đã được đề xuất [26]. 

Bảng 1. Các biến được chọn trong tập dữ liệu mẫu dựa trên tính phù hợp của mô hình 

Biến phái sinh Bộ dữ liệu Thời gian 

Độ cao và Độ dốc (theo feet) Google Earth Pro, GPS Visualizer Từ tháng 1 đến tháng 12 năm 2020 

Lượng mưa (theo mm/giờ) 
Trung tâm Dữ liệu và Dịch vụ Khoa 

học Trái đất Goddard Earth Sciences 
Từ tháng 1 đến tháng 12 năm 2020 

Độ ẩm đất (theo mm/giờ) 
Dữ liệu Độ ẩm Đất Toàn cầu 

NASA-USDA 
Từ tháng 1 đến tháng 12 năm 2020 

Địa chấn động đất (theo joule) 
Chương trình Mối nguy hiểm động 

đất USGS 
Từ tháng 1 đến tháng 12 năm 2020 

Xác suất lở đất Dự báo Lở đất Toàn cầu Từ tháng 1 đến tháng 12 năm 2020 

Độ dốc là đo lường độ dốc bề mặt. Sự hình thành, phát triển của sạt lở đều bị ảnh hưởng 

đáng kể bởi độ dốc. Thông tin này được thu thập từ Google Earth Pro. Địa chấn động đất xác 

định khả năng của nó trong việc tạo ra sạt lở. Điều kiện độ ẩm đất đóng vai trò quan trọng 

trong việc khởi đầu sạt lở. Trong nghiên cứu này, dữ liệu độ ẩm đất được trích xuất từ bộ dữ 
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liệu độ ẩm đất NASA-USDA [26]. Lượng mưa là biến chủ yếu gây ra sạt lở, vì nó ảnh hưởng 

đến sự ổn định của độ dốc khi thấm qua đất và đá làm cho độ dốc trở nên yếu, không ổn định 

gây ra sạt lở. Biến này được lấy từ Trung tâm Dữ liệu và Dịch vụ Khoa học Trái đất Goddard. 

Ngoài ra, lưu lượng nước chảy qua khu vực và có thể gây ảnh hưởng đến tính ổn định của 

đất. Lưu lượng phù sa là lượng chất thải, bùn đất được kéo theo trong quá trình mưa và có 

thể tạo ra tác động xói mòn và sạt lở. Lưu lượng đất cát bị mất có khả năng làm tổn thương 

nền đất tạo ra sạt lở. Các lớp dữ liệu được xếp chồng lên nhau để tạo thành bộ dữ liệu cuối 

cùng. Quá trình xếp chồng các lớp dữ liệu được thể hiện trong Hình 3. 

 

Hình 3. Các tầng dữ liệu xếp chồng: (A) Các tầng trong tập huấn luyện; (B) Các tầng trong tập kiểm tra. 

Các giá trị này được trích xuất từ bản đồ khả năng xảy ra sạt lở toàn cầu [27]. Các giá trị 

xác suất này nằm trong khoảng từ 0 đến 1. Độ cao được đo bằng đơn vị feet, độ ẩm đất và 

lượng mưa được đo bằng đơn vị mm/giờ và độ dốc được đo bằng đơn vị độ. Xác suất lở đất 

tính toán trong nghiên cứu này là 0,033. 

2.2.2. Chuẩn bị dữ liệu 

Bước tiếp theo là tạo tập huấn luyện. Việc trích xuất dữ liệu, xếp chồng thành các tầng. 

Chỉ những biến cần thiết được giữ lại trong quá trình trích xuất dữ liệu. Ví dụ như vĩ độ, kinh 

độ, ngày và lượng mưa (theo mm/giờ) được giữ lại từ bộ dữ liệu mưa. Sau đó, mỗi tầng dữ 

liệu thu được được xếp chồng như được hiển thị trong Hình 3. Mỗi tầng trong hình biểu thị 

một biến dự báo, được kết hợp để để xây dựng một bộ dữ liệu huấn luyện nhiều chiều. Các 

tầng được xếp chồng lên nhau dựa trên các giá trị. 

 
 Hình 4. Với các ngoại lệ: A) Biểu đồ hộp của vĩ độ; B) Biểu đồ hộp của kinh độ; C) Biểu đồ hộp 

của lượng mưa; D) Biểu đồ hộp của độ dốc; E) Biểu đồ hộp của độ ẩm đất; F) Biểu đồ hộp của 

độ cao; G) Biểu đồ hộp của địa chấn động đất. 
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Tiền xử lý dữ liệu: Dữ liệu không cân bằng gây ảnh hưởng đến hiệu suất của các thuật 

toán hồi quy. Trên thực tế, việc xử lý vấn đề mất cân bằng trong bài toán hồi quy là khó khăn 

do giá trị mục tiêu là liên tục và có thể có vô số giá trị. Trong nghiên cứu này, giá trị mục 

tiêu là xác suất sạt lở đất. Vì vậy nghiên cứu đã tạo ra các hạng mục lớp bằng cách phân phối 

các giá trị xác suất thành ba khoảng khác nhau: Thấp, Trung bình và Cao. Sau đó sử dụng 

thuật toán SMOGN [28] để đảm bảo rằng các mẫu được tạo ra đáp ứng được yêu cầu. Các 

giá trị ngoại lệ là các giá trị bất thường có thể làm sai lệch kết quả. Để thực hiện được điều 

đó bài báo đã kết hợp hai kỹ thuật Winsorization [29] và Boxplot [30], do đó dữ liệu có giá 

trị null (giá trị bị thiếu) đã được loại bỏ. Trước khi loại bỏ các giá trị ngoại lệ, nghiên cứu đã 

phân tích các biến đặc trưng được thể hiện trong Hình 4. Sau khi áp dụng phương pháp 

Winsorization và boxplot để loại bỏ các giá trị ngoại lệ, được mô tả như trong Hình 5. 

 
Hình 5. Không có ngoại lệ: A) Biểu đồ hộp của lượng mưa; B) Biểu đồ hộp của độ cao; C) Biểu đồ 

hộp địa chấn động đất; D) Biểu đồ hộp của độ dốc; E) Biểu đồ hộp của độ ẩm đất. 

2.2.3. Phân chia dữ liệu 

Bộ dữ liệu được chia thành tập huấn luyện và tập kiểm tra theo tỷ lệ 70-30. Giá trị đặc 

trưng đã được tỷ lệ bằng phương pháp chuẩn hóa tiêu chuẩn [31]. Việc tỷ lệ chuẩn được tiến 

hành sau khi tập dữ liệu được chia để ngăn chặn việc kiểm tra dữ liệu [30]. Tập huấn luyện 

có 10.165.554 mẫu, và tập kiểm tra có 1.457.808 mẫu, các dữ liệu trong tập này được lấy từ 

tập dữ liệu mẫu để kiểm tra mô hình. 

2.3. Các thuật toán dùng cho mô hình đề xuất 

Sau khi thiết lập tập dữ liệu huấn luyện, bước tiếp theo là huấn luyện các mô hình Học 

máy và thực hiện dự đoán sạt lở đất. Năm thuật toán Học máy được chọn để đánh giá khả 

năng dự đoán nguy cơ sạt lở đất. 

Thuật toán Hồi quy tuyến tính: Mô hình hồi quy tuyến tính được sử dụng để phân tích 

mối quan hệ tuyến tính giữa biến phụ thuộc (xác suất sạt lở đất) và các biến độc lập (các biến 

dự đoán khác). Trong nghiên cứu này, sử dụng hồi quy tuyến tính đa biến vì một biến dự 

đoán đơn lẻ không đủ để giải thích xác suất lở đất. Phương trình 1 biểu diễn hàm tuyến tính. 

 Y = a + b1 × X1 + b2 × X2 + ⋯ + bn × Xn (1) 

Trong đó Y là biến phụ thuộc (xác suất sạt lở đất trong trường hợp này), Xi đại diện cho 

các biến độc lập (các chỉ báo khác nhau), a là hằng số và bi là hệ số hồi quy của biến Xi. 

Thuật toán Hồi quy Rừng Ngẫu Nhiên - Random Forest Regression (RFR): đây là một 

thuật toán được sử dụng trong Học máy, bằng cách kết hợp nhiều cây quyết định để đưa ra 

dự đoán tổng quát. Các cây trong RFR được huấn luyện thông qua việc sử dụng các tập con 
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được tạo từ tập dữ liệu huấn luyện chính thông qua phương pháp Bootstrap. Trong nhiệm vụ 

hồi quy, RFR tính toán dự đoán trung bình từ K cây hồi quy, được tính bằng phương trình 2. 

 RFRprediction =
1

K
∑ hk(x)K

k=1  (2) 

 Thuật toán Hồi quy XGBoost: Extreme Gradient Boosting, hay còn gọi là XGBoost, là 

một thuật toán Học máy sử dụng một tập hợp cây quyết định để dự đoán. Mỗi cây trong tập 

hợp được huấn luyện để học hàm quyết định bằng cách giảm thiểu hàm mất mát sử dụng 

phương pháp Gradient Descent. Mỗi cây nhằm mục tiêu sửa chữa những sai sót của cây trước 

đó trong quá trình học. Việc huấn luyện tập hợp K cây được mô tả trong phương trình 3. 

 Obj = ∑ loss(yi, ŷ)n
i=1  + ∑ Ω(fk)K

k=1  (3) 

Dự đoán cuối cùng của tập hợp được tính toán bằng phương trình 4. 

 Yxgb(x) = ∑ treek(x)K
k=1 , treek ∈ T (4) 

Thuật toán Hồi quy Vector Hỗ trợ tuyến tính (SVR): là một thuật toán Học máy được sử 

dụng để dự đoán một giá trị số. Nó hoạt động trên cả đầu vào có giá trị rời rạc và giá trị liên 

tục. Trong nghiên cứu này đã sử dụng phương pháp hồi quy đa biến để khai thác các biến 

đầu vào. SVR cố gắng tìm ra một hàm tuyến tính sao cho khoảng cách giữa các dữ liệu đầu 

vào và đường hồi quy là nhỏ nhất. Phương trình 5 được sử dụng để tính toán đầu ra của SVR. 

 Ysrv(x) = ∑ βiK(x; xi)
n
i=1 + b (5) 

Ở đây βi và xi lần lượt là trọng số và vị trí của mỗi SVs. Ngoài ra, n là số lượng SVs, b 

là sai số, và K(x; xi) là hàm Kernel tương ứng với xi. 

Thuật toán Hồi quy K láng giềng gần nhất -K-Nearest Neighbors (KNN): là một phân 

loại của các thuật toán gom cụm mà mục tiêu là nhóm các mẫu có các giá trị đặc trưng tương 

tự vào các “khu vực láng giềng” để tìm mối tương quan giữa các đặc trưng và giá trị nhãn. 

Khoảng cách giữa mỗi mẫu được quyết định dựa trên khoảng cách Euclidean của các đặc 

trưng. 

 YKNN =
∑ Ni

K
i=1

K
; N = X được sắp xếp theo khoảng cách Euclidean               (6) 

Để thực hiện dự đoán, thuật toán KNN sẽ tìm K điểm gần nhất với giá trị tham số đầu 

vào và đưa ra trung bình của nhãn của chúng như được thể hiện trong phương trình 6. 

2.4. Phương pháp lựa chọn đặc trưng 

Các phương pháp chọn đặc trưng được áp dụng để loại bỏ những đặc trưng không quan 

trọng. Trong trường hợp này, chú trọng đến những đặc trưng góp phần quan trọng nhất vào 

biến mục tiêu. Điều này nhằm tiết kiệm chi phí trong quá trình mô hình hóa và cải thiện hiệu 

suất của mô hình. Nghiên cứu này đã sử dụng phương pháp SelectKBest kết hợp với lựa chọn 

đặc trưng theo hệ số tương quan [32] và thông tin chung (Mutual Information) [33] để tìm ra 

những đặc trưng tốt nhất từ bộ dữ liệu. Hàm SelectKBest sử dụng các phương pháp này như 

một hàm tính điểm để xác định mức độ tương quan giữa mỗi đặc trưng và biến mục tiêu. Ở 

đây bài báo quy định nếu điểm số thấp cho thấy đặc trưng đó không phụ thuộc vào biến mục 

tiêu. Ngược lại, giá trị điểm số cao thì đặc trưng đó có liên quan đến biến mục tiêu. 

2.5. Phương pháp đánh giá hiệu suất của mô hình  

Trong nghiên cứu này, sử dụng các độ đo thống kê tiêu chuẩn để đánh giá độ chính xác 

của mô hình, bao gồm: Sai số trung bình bình phương (MSE), sai số trung bình bình phương 

căn (RMSE) và sai số trung bình tuyệt đối (MAE). RMSE được tính bằng công thức 7, MSE 

thể hiện trong công thức 8 và MAE được tính bằng công thức 9. 

 RMSE = √
∑ (Yi

n
i−1 −Yi)2

n
 (7) 
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 MSE =
1

n
∑ (Yi−Ŷi)

2n
i=1  (8) 

 MAE =
1

n
∑ (|Yi − Ŷi

n−1
i=0 |) (9) 

Trong đó Yi biểu thị giá trị kỳ vọng và Ŷi  là giá trị dự đoán. 

3. Kết quả và thảo luận 

3.1. Phương pháp thực hiện 

Để tìm ra các tham số tối ưu cho mô hình, bài báo đã sử dụng phương pháp 

GridSearchCV [34]. Quá trình này bao gồm việc xác định một lưới các giá trị tham số khác 

nhau để thử nghiệm. Mô hình được đào tạo và đánh giá sử dụng từng cấu hình tham số trong 

lưới. Mục tiêu của quá trình là tìm ra cấu hình tham số tối ưu mang lại hiệu suất tốt nhất trên 

dữ liệu đánh giá. GridSearchCV là một phương pháp tìm kiếm thông qua lưới các giá trị tham 

số để tìm ra giá trị tối ưu. Bước này giúp thử nghiệm các cấu hình tham số khác nhau của mô 

hình và đánh giá hiệu suất của từng cấu hình trên dữ liệu đánh giá. Việc lựa chọn ba lượt chia 

dữ liệu sau khi phân tích thử nghiệm nhằm đảm bảo tính chính xác và đáng tin cậy của kết 

quả. Sau khi có các tham số tối ưu cho mô hình, nghiên cứu tiến hành đánh giá tác động của 

việc lựa chọn các biến đặc trưng đến hiệu suất của các thuật toán máy học trong mô hình. 

Bằng cách so sánh hiệu suất giữa việc sử dụng và không sử dụng các biến đặc trưng, qua đó 

có thể đánh giá mức độ ảnh hưởng của từng biến đặc trưng đến kết quả dự đoán. Điều này 

giúp xác định độ quan trọng của các biến đặc trưng và có thể giúp tối ưu hóa mô hình và cải 

thiện hiệu suất dự đoán. Kết quả của quá trình này mang lại một mô hình tối ưu với các tham 

số được điều chỉnh và cung cấp hiểu biết về tác động của các biến đặc trưng đến hiệu suất 

của mô hình. Việc này đóng góp vào quá trình xây dựng mô hình có hiệu suất cao trong việc 

dự đoán. Kết quả thu được bằng cách sử dụng phương pháp chọn đặc trưng dựa vào thông 

tin chung, được mô tả trong Hình 6. 

 

Hình 6. Giá trị điểm số của các yếu tố được thu được bằng phương pháp lựa chọn dựa trên thông tin 

chung. 

3.2. Đánh giá hiệu suất của các thuật toán Học máy sử dụng trong mô hình được đề xuất 

Để đánh giá hiệu suất của các thuật toán Học máy sử dụng trong mô hình đề xuất, bài 

báo đã áp dụng phương pháp lựa chọn đặc trưng dựa trên tương quan và phương pháp lựa 

chọn đặc trưng dựa trên thông tin chung. Quá trình lựa chọn đặc trưng này dựa trên việc xác 

định mức độ tương quan giữa các đặc trưng và mục tiêu dự đoán, cũng như độ quan trọng 
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của các đặc trưng trong mô hình. Trong nghiên cứu này, đã loại bỏ các đặc trưng có điểm số 

tương quan thấp nhất. Các mô hình được chạy với cả tập dữ liệu chứa tất cả các đặc trưng và 

tập dữ liệu chỉ chứa các đặc trưng đã được lựa chọn. Điều này nhằm đánh giá tác động của 

việc lựa chọn đặc trưng đến khả năng dự đoán sạt lở đất.  

Trong quá trình đánh giá hiệu suất, bài báo đã sử dụng năm thuật toán Học máy khác 

nhau. Thuật toán 1 đại diện cho Hồi quy tuyến tính - Linear Regression (LR), thuật toán 2 

đại diện cho thuật toán Rừng ngẫu nhiên - Random Forest (RF), thuật toán 3 biểu thị cho 

thuật toán XGBoost, thuật toán 4 đại diện cho thuật toán K-láng giềng gần nhất-KNN 

Regression và thuật toán 5 đại diện cho thuật toán Hồi quy Vector hỗ trợ - Linear SVR. Hiệu 

suất của các thuật toán Học máy đã được đánh giá trên tập dữ liệu mẫu được sử dụng để kiểm 

tra mô hình. Các kết quả về hiệu suất của các thuật toán được mô tả và trình bày trong các 

hình từ Hình 7 đến Hình 9. Thông qua việc so sánh kết quả, bài báo có thể xác định hiệu suất 

của từng thuật toán trong việc dự đoán khả năng sạt lở đất và đánh giá đóng góp của việc lựa 

chọn đặc trưng đối với hiệu suất của mô hình. Việc này nhằm mục đích có được cái nhìn tổng 

quan về hiệu suất của các thuật toán Học máy và tác động của việc lựa chọn đặc trưng đến 

kết quả dự đoán. Các kết quả này cung cấp thông tin quan trọng và là cơ sở để cải thiện mô 

hình và tối ưu hóa hiệu suất trong tương lai. 

 

Hình 7. Biểu đồ mô tả giá trị lỗi đạt được bởi các thuật toán sử dụng tất cả các đặc trưng. 

 

Hình 8. Biểu đồ mô tả giá trị lỗi đạt được bởi các thuật toán sau khi áp dụng phương pháp lựa chọn 

đặc trưng dựa trên tương quan.  



Tạp chí Khí tượng Thủy văn 2023, 751, 78-90; doi:10.36335/VNJHM.2023(751).78-90 87 

 

 

Hình 9. Biểu đồ mô tả giá trị lỗi đạt được bởi các thuật toán sau khi áp dụng phương pháp lựa chọn 

đặc trưng dựa trên thông tin chung. 

Sau khi phân tích các chỉ số, có thể khẳng định rằng thuật toán Rừng ngẫu nhiên -Random 

Forest (RF) vượt trội hơn các thuật toán khác khi sử dụng phương pháp lựa chọn đặc trưng 

dựa trên thông tin chung. Phương pháp lựa chọn đặc trưng dựa trên thông tin chung là phương 

pháp tập trung vào đánh giá mức độ quan trọng của các đặc trưng, sử dụng khái niệm “thông 

tin chung” để đo lường mức độ liên kết giữa các đặc trưng và mục tiêu. Các đặc trưng có độ 

thông tin chung cao được coi là quan trọng và được chọn để xây dựng mô hình. Ngược lại 

thuật toán Hồi quy K láng giềng gần nhất (KNN) lại có hiệu suất tốt khi sử dụng phương 

pháp lựa chọn đặc trưng dựa trên tương quan. Phương pháp lựa chọn đặc trưng dựa trên tương 

quan là quá trình xác định độ tương quan giữa các đặc trưng và mục tiêu dự đoán. Các đặc 

trưng có độ tương quan cao được coi là quan trọng và được chọn để xây dựng mô hình. Điều 

đó cho thấy chúng ta cần kết hợp các thuật toán Học máy này lại với nhau để đạt được kết 

quả dự đoán tốt nhất. 

4. Kết luận 

Xác định và dự báo khả năng sạt lở đất ở nước ta đóng một vai trò then chốt trong việc 

đánh giá rủi ro. Việc sử dụng mô hình Máy học để dự báo khả năng sạt lở đất tại các vị trí cơ 

sở hạ tầng quan trọng có thể hỗ trợ trong việc giám sát và giảm thiểu nguy cơ. Nghiên cứu 

này đã xây dựng một mô hình áp dụng năm thuật toán hồi quy phổ biến của Học máy gồm: 

Rừng ngẫu nhiên, Hồi quy tuyến tính, Hồi quy XGBoost, Vector Hỗ trợ tuyến tính, K-Láng 

giềng gần nhất để dự báo khả năng lở đất dựa trên các biến đặc trưng của tập dữ liệu mẫu. 

Sau khi phân tích nghiên cứu đã chia tỷ lệ 70/30 cho tập huấn luyện và tập kiểm tra. Mục 

đích chính là đánh giá hiệu suất của các thuật toán trong hai trường hợp: sử dụng phương 

pháp lựa chọn đặc trưng dựa trên tương quan và phương pháp lựa chọn đặc trưng dựa trên 

thông tin chung. Kết quả cho thấy hiệu suất của tất cả các thuật toán Học máy đều đạt được 

các điểm MSE hợp lý. Trong đó thuật toán (RF) đã vượt trội hơn, khi sử dụng phương pháp 

lựa chọn đặc trưng dựa trên thông tin chung. Thuật toán K-Láng giềng gần nhất lại cho thất 

hiệu suất tốt hơn, khi sử dụng phương pháp lựa chọn đặc trưng dựa trên tương quan. Vì vậy 

để xây dựng được một mô hình dự đoán ổn định, có độ tin cây cao cần phải kết hợp năm 

thuật toán này lại với nhau.  

Nghiên cứu này đã chứng minh tiềm năng của việc kết hợp các thuật toán Học máy trong 

dự báo khả năng sạt lở đất. Hướng phát triển trong tương lai sẽ tiếp tục tăng kích thước và đa 

dạng hóa bộ dữ liệu nhằm tăng cường độ chính xác của các thuật toán. Xây dựng mô hình 
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Máy học dự đoán sạt lở đất ở đồng bằng sông Cửu Long với bộ dữ liệu của khu vực này. 

Nâng cao tính khả diễn giải của các thuật Học máy, để hiểu rõ hơn về các yếu tố quan trọng 

trong dự đoán khả năng sạt lở đất. Đồng thời, việc phát triển một bảng điều khiển thông tin 

để hiển thị các dự báo cho từng cơ sở hạ tầng quan trọng cũng là một hướng phát triển trong 

tương lai. 
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Abstract: Vietnam is a country with hilly and sloping terrain, located in a region with 

tropical monsoon climate, making landslides quite common. This study focuses on 

predicting the likelihood of landslides in Vietnam using regression algorithms, namely 

Random Forest (RF), Extreme Gradient Boosting (XGBoost), K-Nearest Neighbor 

regression (KNN), Linear Support Vector Regressor (SVR), and Linear Regression (LR). 

Relevant landslide-related features are used, including soil moisture, seismic activity, 

rainfall, elevation, and slope. The algorithms are trained on a sample dataset to evaluate 

their performance. The research results show that the Random Forest (RF) algorithm can 

predict landslide susceptibility effectively. The prediction results from the training and 

testing datasets, with the highest coefficient of determination (R2) value of 0.85, 

demonstrate a good ability to explain data variations. Additionally, the lowest mean squared 

error (MSE) and root mean squared error (RMSE) values are 150.21 and 12.25, respectively. 

The other algorithms also yield relatively good results, but RF outperforms them. This 

indicates the need to combine these five algorithms to handle a large amount of complex 

data, to create a stable and accurate landslide prediction model in Vietnam using machine 

learning algorithms. 

Keywords: Landslides; Machine Learning; Regression; Random Forest; K-Nearest 

Neighbor. 


